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SUMMARY
This paper deals with problems of composite classifier architectures. There are three primary architectures for
combining classification algorithms: Stacked Generalization, Boosting and Recursive Partitioning. Our attention is focused
on stacked generalization algorithm. In brief, stacked generalization is a recursive layered framework for classifier
combination in which the layer of classifiers at each level is used to combine the predictions of the classifiers at the level

immediately below..
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1. UVOD

Srozvojom technologii sa l'udstvo snazi riesit
¢oraz viac problémov prostrednictvom vypoctovych
prostriedkov, ¢im sa zvySuje rychlost a presnost
rieSenia, ¢o znamena aj ekonomicky prinos.

Dolezitou sucast’'ou rieSenia uloh je klasifikacia.
Nie je podstatné o aky typ klasifikacie sa jedna alebo
aké udaje sa spracuvaju. Podstatné vsak je, Ze
k dispozicii je mnoZina vstupnych udajov, ktorych
prislusnosti k triedam su zname a na zaklade tychto
je potrebné zaradit do tried nové udaje, ktorych
prislusnost’” k triedam nepozname. Boli vytvorené
rozne klasifika¢né technologie a algoritmy, ktorych
snahou je zvysit' presnost, skratit’ ¢as klasifikacie a
pod.

Jednym z moznych rieSeni ako zvysit’ Gspesnost’
klasifikacie je vyuzitie algoritmov tzv. zlozenych
klasifikatorov. V ¢lanku  je popisany postup
vytvorenia  zlozeného  klasifikatora  pomocou
architektiry viactiroviiového klasifikatora, ktorého
komponenty, ako aj zluCovaci klasifikator budd
tvorit’ klasifikatory pracujiice na principe algoritmu
k-NN (k—tého najblizsieho suseda).

2. ZLOZENE KLASIFIKATORY

"Kombinovanim predikcii sady klasifikatorov
mozeme dosiahnut’ vysSiu presnost’ ako dosiahne
najpresnejsi zo sady klasifikatorov" [1].

Kombinovanie vysledkov uréitej mnoziny
klasifikatorov sa skutocne javi ako ucinna cesta k
vytvoreniu zlozeného klasifikatora, ktory je
presnejsi ako jednotlivé klasifikatory, z ktorych sa
tento sklada.

V prvom kroku zlozeny klasifikator vytvorime a
natrénujeme. Trénovanie zalina natrénovanim
jednotlivych komponentov zlozeného klasifikatora.
Vystupy jednotlivych komponentov slizia na
vytvorenie trénovacej mnoziny pre zluCovaci
klasifikator. Ak je zlozeny klasifikator natrénovany,

privedieme na jeho vstup vzorku s neznamou
triedou. Kazdy komponent klasifikuje tito vzorku
osobitne awuréi jej prislusnost’ kurcitej triede.
Zlucovaci klasifikdtor zluci ziskané predikcie
0 prislusnosti do triedy (pouzije ich ako svoj vstupny
vektor) auréi triedu neznamej vzorky. Zlucovaci
klasifikator moze pre klasifikaciu pouzivat rozne
algoritmy, napr. jednoduché priame hlasovanie,
klasifika¢né pravidlo k-NN, ID3 a iné.

Pre¢o sa vlastne zaoberame zlozenymi
klasifikatormi, ked’ uz jednoduché klasifikatory su
pomerne presné? Dovodom je skutocnost, ze
presnost’ $tandardného klasifikdtora (napr. k-NN
klasifikatora) moze byt este vylepSena pouzitim
architektury zlozeného klasifikatora, v ktorom je
zahrnutych niekol’ko komponentov (napr. niekol’ko
k-NN klasifikatorov).

Existuji minimalne tri skutoCnosti, ktoré
podporuju toto tvrdenie:

1. Jeden komponent méze mat vysoku znalost
vurcitej oblasti vzorkového priestoru a
prejavuje sa vysokou lokalnou presnostou.
Zlozeny klasifikator sa moze naucit, v ktorej
oblasti je ktory komponent najlep$i a to sa
mobze prejavit vysokou presnostou cez cely
priestor vzoriek pouzitim tzv. lokalnych
expertov.

2. Niektoré rozhodnutia moézu byt lepsie, ak sa
zoberie do uvahy nielen individudlne
rozhodnutie, ale skupinové rozhodnutie. Zatial
¢o individudlne rozhodnutie moze viac
podlichat’ chybe, skupinové rozhodnutia st
spolahlivejSie.

3. Rozmanitost vypoctovych prostriedkov tiez
podporuje kombinaciu klasifikatorov. M6zZeme
sa pokusit’ vybrat’ sadu klasifikatorov v ur€itom
zmysle komplementarnu a kombinovat’ ich
vysledky. Vplyv chyb sposobenych niektorymi
klasifikatormi méze byt zmierneny zlucenim
ich predikcii.
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2.1. KonStrukcia zloZeného klasifikatora
Kritérid pre navrh zlozeného klasifikatora su:

1. presnost’ komponentov
2. rozmanitost’ komponentov
3. efektivnost’ zlozeného klasifikatora.

Najdolezitejsie kritérium je presnost. Zakladnou
myslienkou, z ktorej sa vychadza je skutocnost, Ze
vysledkom  kombinacie nepresnych predikcii
nemdze byt predikcia s vySSou presnostou. Preto sa
vyvija velké usilie na natrénovanie jednotlivych
komponentov do vysokej presnosti, ako nezavislych
klasifikatorov. Presnost’ klasifikdcie komponentov
vSak nie je jedinym dolezitym faktorom.

Druhym délezitym kritériom je rozmanitost.
Toto  kritérium vychddza z  jednoduchého
pozorovania, ze kombinacia klasifikacii mnoZiny
klasifikatorov, ktoré¢ vytvaraju tu istt chybu, neméze
viest’ k zlepSeniu presnosti zloZeného klasifikatora.
Teda klasifikatory, ktoré kombinujeme, musia mat’
rozdielne chyby, ak chceme ich kombinaciou
dosiahnut’ vyssiu presnost’.

Kritérium efektivnosti je postavené na zaklade
dvoch hlavnych poziadaviek a to, ze klasifikator by
mal vyuzivat’ minimalne mnozstvo ¢asu a pamiti pre
trénovanie a aplikdciu. Mame dve moznosti ako sa
vyhnit' neimerne vysokym narokom, ¢i uz ¢asovym
alebo pamétovym:

1. pouzijeme menej komponentov

2. vypoctova naro¢nost’ jedného komponentu
pdjde na ukor ostatnych vypoctovo menej
naro¢nych komponentov.

2.2. Pocet komponentov zloZeného klasifikatora

Ur¢it vhodny pocet komponentov zloZeného
klasifikatora je pomerne naro¢ny problém. Zdalo by
sa, ze ¢im viac bude komponentov, tym presnejsi
bude zlozeny klasifikator. AvSak experimenty (napr.
Battiti a Colla pri rozpoznavani pismen zistili, Ze
staia dve alebo tri neurénové siete pre vysSSiu
presnost’ ako je najlepSia presnost’ ziskana z jednej
siete; Kwok a Carter pri projekte predpovede
pocasia vyuzivali tri rozhodovacie stromy a menej,
pri vidc¢Som pocte dokonca zaznamenali zhorSenie
vysledkov) ukazali, ze maximalna presnost’ alebo
presnost’ blizko maximalnej, pre vel’ku skalu uloh sa
dosahuje s malym poctom klasifikatorov. Presny
pocet komponentov sa vSak urcuje podla
konkrétneho Specifického problému.

Architektury  zlozenych  klasifikdtorov  sa
nazyvaju su rozne, co vacsinou zavisi od komunity
aod aplikacie, v ktorej sa tieto pouzivaji napr.
hybridné alebo zloZzené modely, zoskupenia, atd’.

3. ARCHITEKTURA VIACUROVNOVEHO
KLASIFIKATORA

Tato architektura sa sustreduje védcSinou na
dvojvrstvova  architekturu, v  ktorej zakladné
klasifikatory, ktoré kombinujeme, su na urovhi- 0
a zluCovaci klasifikator t.j. klasifikator, ktory zlucuje
ich predikcie, je klasifikator na urovni-1 Takéto
vrstvenie mdze pokracovat’ vytvorenim klasifikatora
na Grovni-2, atd’.

Viacuroviiovy klasifikator je S$truktura pre
kombinaciu klasifikatorov, v ktorej je kazda vrstva
klasifikatorov pouzitd pre zla¢enie vysledkov
klasifikatorov z najblizsej nizsej vrstvy. Klasifikator,
ktory je na najvySSej urovni dava vyslednu
klasifikaciu. Vstupnym vektorom klasifikatora na
kazdej trovni je vektor predikcii klasifikatorov vo
vrstve bezprostredne pod nim. Kym informacia
prejde z jednej vrstvy do nasledujticej vrstvy, moze
vektor predikeii dostat’ formu dévernych alebo inych
dat. V¢lanku sa zameriame len na systémy,
v ktorych je zpodriadenej vrstvy do nadriadenej
odovzdavana iba predikcia triedy. Architektira
viaciroviiového klasifikatora vSak nie je limitovana

touto  volbou.  Architektira  dvojuroviiového
klasifikatora je na obr. 1.
vysledna
klasifikacia
klasifikator ;
Grovne-1 vysledky
klasifikatorov
Grovne-0

klasifikator

Grovne-0 K T

vzorka

Obr. 1 Architektara viacuroviiového klasifikatora
Fig. 1 Multilevel classifier architecture

3.1. Algoritmus viacaroviiového Kklasifikatora

Predpoklady pre viactroviiovy klasifikator su :
e mnozina uciacich sa algoritmov na trovni—0
e uciaci Sa algoritmus na trovni —1
e mnoZina trénovacich vzoriek.

Uciace sa algoritmy na urovni—0 by mali byt’
rozdielne. Tym sa ziska pozadovana rozmanitost
klasifikatorov na zakladnej urovni—0. Algoritmus ma
dve fazy: trénovaciu a testovaciu.

Trénovacia faza:

1. Trénovanie komponentov klasifikatora
prebieha nasledovne: pre kazda vzorku v
trénovacej mnozine, trénujeme kazdy z n
klasifikatorov na Grovni—0 pomocou zvys$nych
vzoriek. Po natrénovani, klasifikujeme vzorku,
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ktora sa nezicastnila trénovania a to kazdym z
natrénovanych klasifikatorov na tirovni—0. Tvar
kodovaného vektora je nasledovny: n predikeii
klasifikatorov na urovni-0 a trieda aktuélnej
vzorky.

2. Klasifikator na trovni-1 trénujeme pomocou
trénovacej mnoziny, ktord pozostava zO
ziskanych kédovanych vektorov. Tato mnozina
ma rovnaky pocet vzorick ako trénovacia
mnozina pre klasifikatory na trovni-0, pretoze
kazda trénovacia vzorka tirovne-1 koreSponduje
s jednou trénovacou vzorkou trovne-0.

Aplikaéna faza:

Testovanie novej vzorky, ktorej trieda je
neznama, je nasledovné: klasifikujeme vzorku
pomocou kazdého klasifikatora na trovni—0, ¢im
dostaneme vstupny kodovany vektor pre klasifikator
urovne-1. Tento vektor je potom klasifikovany
klasifikatorom na urovni—1, ktorého vystupom je
prislusnost’ klasifikovanej vzorky do urcitej triedy.

4. EXPERIMENTALNE VYSLEDKY

Pre ucely testov boli pouzité ako komponenty
zlozeného klasifikatora rozne algoritmy klasifikatora
kK-NN. V pripade zlucovacieho klasifikatora sme
pouzili klasifikator kK-NN alebo algoritmus priameho
hlasovania. Testy boli realizované na datovych
mnozinach z tab. 1.

Parametre \ Mnozina kruznice |synth | Kosice

Pocet tried 2 2 7

Pocet priznakov 2 2 7

Pocet trénovacich vzoriek 2250 250 | 3166

Pocet testovacich vzoriek 250 1000 | 3165

Tab. 1 Udaje o datovych mnozinach
Tab. 1 Information about date set

Typ \ MnoZina Kosice kruznice synth
Aoseny Kl 96,30% | 100% | 90,20%
ﬁllozeny kl. 96,40% | 100% | 87,50%
asovanie

k—NN k=1 96,10% 99,20% 87,60%
k—NN, k=3 95,90% 99,60% 89,40%
ART 93,14% - -
Fuzzy ART 95,04% - -
Gauss ART 95,92% - -
FuzzyBP 95,01% - -

Tab. 2 Porovnanie dosiahnutych vysledkov
Tab. 2 Results comparison

Ziskané vysledky na datovej mnozine KoSice su
porovnané s vysledkami, ktoré boli dosiahnuté

pomocou roéznych druhov neurénovych sieti ART
MAP [2], doprednou neurénovou sietou s uéenim
fuzzy backpropagation [3], 1-NN a 3-NN
klasifikatormi s pouzitim redukénych algoritmov.

5. ZAVER

Zlozeny klasifikator zaloZzeny na viactroviiovej
architektire a vybudovany z komponentov k-NN
klasifikatorov, dosiahol vysledky, ktoré sme od neho
ocakavali. Presnost zlozeného klasifikatora bola
vy$Sia ako presnost samostatného klasifikatora
pracujticeho podl'a algoritmu k—NN.

V pripade dat KosSice vysledky ukazuju, ze
zlozeny klasifikdtor dosahoval lepSie vysledky
klasifikacie ako to bolo v pripade réznych druhov
neurénovych sieti ART MAP alebo v pripade
doprednej neurénovej siete sucenim fuzzy
backpropagation. Dalsie dva testy, rovnako ako
Vv predchadzajucom pripade, ukazuju, ze zlozeny
klasifikator vytvoreny viactiroviovou architektirou
vykazuje vysSiu presnost’ klasifikacie ako
jednoduché k-NN Kklasifikatory.
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